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Изучим теперь, как для нейросети f под-
бираются значения весов w. В матема-

тике существует масса численных методов для 
решения самых разных задач, один из таких мето-
дов позволяет находить минимум функции. Если 

мы сконструируем функцию, значение которой 
будет тем меньше, чем лучше веса w подходят для 
решение некоторой практической задачи, то обу-
чение нейросети как раз и будет заключаться в 
поиске минимума указанной функции.
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Сформулируем для начала, что же означает 
«лучше всего» для одной единицы входных дан-
ных. Для этого создадим функцию L, которая 
будет принимать на вход результат работы ней-
росети f и оценивать, насколько результат работы 
плох. При этом вне зависимости от того, 
насколько сложны аргументы функции L, ее 
результат должен быть одним числом z – чем 
меньше это число, тем лучше результат. Для 
оценки качества нейросети в целом будем вычис-

лять сумму S значений L, полученных на некото-
ром наборе входных данных, пронумеруем эти 
входные данные и соответствующие им резуль-
таты вычислений индексом i. Формульное выра-
жение S, в таком случае, будет зависеть только от 
результатов y

i
 вычислений нейросети. Однако, 

если воспринимать нейросеть f как часть функ-
ции L, S можно изучать именно как функцию, 
зависящую от весов нейросети w (формула на 
рисунок 1).

Рисунок 1. Формульное выражение S. 

Зафиксируем несколько наборов входных 
данных x

i
 и будем считать сумму S значений функ-

ции L для каждого из этих наборов мерой того, 
насколько хорошо работает нейросеть. При 
наборе весов w

1
 мы получим одно значение 

суммы, при наборе весов w
2
 – другое, и т. д. Если 

мы теперь попробуем найти минимум функции S, 
а точнее точку w

min
, в которой достигается мини-

мум функции S, то мы, таким образом, как раз и 
найдем оптимальный (в каком-то смысле) набор 
весов w для нейросети f.

Лосс /loss/функция потерь – функция, оце�-
нивающая качество работы нейросети, которую 
искусственно подбирают таким образом, чтобы 
лучшее качество нейросети соответствовало 
меньшему значению функции. Таким путем задачу 
обучения нейросети сводят к поиску минимума 
лосса. Как правило, лосс либо придумывают 
сообразно поставленной задаче, либо заим-
ствуют функцию, которую традиционно исполь-
зуют в задачах, аналогичных решаемой.

В приведенном примере лоссом является 
функция L, но на практике часто лоссом называют 
также и сумму S значений L. Если от нейросети 
требуется достижение заданных значений сразу 
по нескольким измеряемым отдельно друг от друга 
параметрам, то для каждого параметра определя-
ется своя функция, а лосс составляют в виде 
суммы этих функций с заданными коэффициен-
тами, выражающими относительную важность 
этих параметров друг относительно друга (подобно 
тому, как на соревнованиях по фигурному катанию 
судьи отдельно оценивают артистизм и исполне-
ние акробатических приемов).

Обратим внимание также на то, что для того 
чтобы лосс мог адекватно отразить, насколько 
хорошо отработала нейросеть на входных дан-
ных, у него должна быть информация о том, какой 
результат мы считаем правильным. В практике 

машинного обучения применяются некоторые 
алгоритмы, которые не требуют наличия разме-
ченных данных, т. е. не требуют от человека уметь 
решать задачу, которую он ставит нейросети. 
Вместе они собирательно называются «обуче-
нием без учителя». К ним относится, например, 
генетический алгоритм. Методы и обходы, требу-
ющие наличия размеченных данных, называют, 
соответственно, «обучением с учителем». 

Наиболее часто возникающая задача из тех, 
которые решаются методами обучения без учи-
теля, это задача кластеризации, т. е. задача, в 
которой от машины требуется выдумать критерий 
для разделения данных на несколько групп, в 
каждой из которых данные будут обладать схо-
жими свойствами. В целом тема обучения без 
учителя гораздо беднее, многие из методов обу-
чения без учителя относятся скорее к классиче-
ской математике, а почти все достижения в обла-
сти искусственного интеллекта, напротив, отно-
сятся к обучению с учителем. Другими словами, 
для каждой единицы входных данных x, использу-
емой при обучении, мы должны предоставить 
ожидаемый нами идеальный результат работы 
нейросети ŷ, чтобы сравнить с ним реально полу-
ченное значение y. Такая информация называ-
ется разметкой.

Разметка – дополнительная информация в 
датасете (помимо входных данных), представляю-
щая собой идеальный результат работы нейро-
сети для каждой единицы входных данных в дата-
сете и используемая при вычислении лосса.

С учетом того, что значение лосса зависит 
все же не только от результата работы нейросети, 
но также и от разметки и тех данных, на которых 
ее запускали, более правильные выражения для 
лосса L и суммы S будут выглядеть следующим 
образом (рисунок 2).
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Рисунок 2. Формула сумм S. 

Поскольку сами нейросети могут быть очень 
сложны, и набор весов w может состоять из мил-
лиардов чисел, то минимизация функции S на 
практике не может быть достигнута путем упраж-
нений с формулами на бумаге, эту задачу можно 
решить только численно. Для численного решения 
задачи поиска минимума функции существует 
метод, называемый градиентным спуском, и, как и 
любой численный метод, он работает только для 
аналитичных функций. Огромная доля всего 
машинного обучения основана именно на гради-
ентном спуске.

Градиентный спуск – численный метод 
нахождения минимума функций, широко приме-
няемый в машинном обучении.

Разберемся с тем, как он устроен. Допу-
стим, мы ищем минимум функции f одной пере-

менной, для которой у нас нет формульной 
записи, т. е. единственное, что мы с ней можем 
делать, это узнавать ее значение в выбранной 
точке. Если предположить, что функция анали-
тична, то можно и предполагать, что недалеко от 
любой точки она в целом ведет себя похоже на 
касательную к ее графику в этой точке. Следова-
тельно, по углу наклона касательной (т. е. по про-
изводной) можно определить направление (влево 
или вправо на графике), в котором функция 
уменьшается. Постепенно переходя от точки к 
точке, в какой-то момент можно оказаться около 
точки минимума. Этот процесс можно представ-
лять себе так: мы «встаем» на график функции в 
произвольной точке и ставим на него шарик, куда 
шарик покатится – в том направлении шагнем, 
снова поставим шарик и т. д. Процесс отражен на 
рисунке 3.

Рисунок 3. Шарик на функции. 

Нетрудно заметить: для того, чтобы процесс 
действительно приближал нас к точке минимума, 
по крайней мере нужно, чтобы шаг, с которым мы 
двигаемся вдоль оси x, не был одинаковый, иначе 
в какой-то момент мы зациклимся и будем пры-
гать между двумя точками, находящимися по раз-
ные стороны минимума (на рисунке 3 это точки x

2
 

и x
4
). Как же выбрать величину шага?

На рисунке 4 изображены графики трех 
функций. Если допустить, что мы начали гради-
ентный спуск из верхней точки графика f

1
, то мы 

можем случайно перепрыгнуть узкую «яму» с 
минимумом и оказаться в соседней (слева), более 
широкой яме. Чтобы не перепрыгнуть яму, можно 
выбрать размер шага поменьше. Однако такая 

логика вряд ли приведет нас к результату, если 
мы применим градиентный спуск к функции f

2
, 

поскольку у ее графика много ям, и если мы 
будем шагать с маленьким шагом, то мы ока-
жемся в первой попавшейся яме, которая совер-
шенно не обязательно будет содержать нужный 
нам минимум функции. Чтобы решить эту про-
блему, можно попробовать запускать градиент-
ный спуск из многих разных точек и сравнивать 
результат, но для такой функции, как f

3
, данный 

подход займет слишком много времени для изу-
чения одного только изображенного на рисунке 
участка функции, на котором и вовсе минимумов 
нет.
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Рисунок 4. Графики трех функций. 

Как видно, вопрос логики применения гра-
диентного спуска достаточно сложен. На самом 
деле можно придумать массу самых различных 
ухищрений для определения величины шага гра-
диентного спуска на каждой итерации или числа 
начальных точек, но ни одно из них не будет рабо-
тать во всех случаях. Другими словами, в общем 
случае нет идеальной стратегии применения гра-
диентного спуска. Существует масса различных 
именованных модификаций градиентного спуска, 
еще больше неименованных и бесчисленное мно-
жество комбинаций и тех, и других. Все их объе-
диняет то, что они до какой-то степени рассчиты-
вают на аналитичность функции. Задача специа-
листа по машинному обучению как раз и заклю-
чается в том, чтобы подобрать по возможности 
более аналитичные нейросеть f (это помимо того, 
что она еще должна каким-то образом решать 
целевую задачу) и лосс L и наиболее эффектив-
ный вариант градиентного спуска. При этом по 
мере того, как человечество решает очередной 
класс задач с помощью машинного обучения, у 
мирового сообщества накапливается опыт, из 
которого постепенно складываются шаблоны, при-

меры и рекомендации для выбора всего перечис-
ленного. Тем не менее, этот выбор все равно 
бывает неоднозначным, и специалисту приходится 
время от времени упражняться в своей математи-
ческой интуиции, и тем больше, чем необычнее 
задача.

Внесем ясность в то, как применяется гра-
диентный спуск для функции f, у которой аргу-
мент x состоит, как минимум, из нескольких зна-
чений. Для этого необходимо освежить в памяти 
понятие частной производной: это на самом деле 
обыкновенная производная функции, посчитанная 
в условиях, когда все аргументы, кроме одного, на 
время вычислений считаются как бы не перемен-
ными, а просто числами, в таком случае говорят 
«частная производная по такому-то аргументу», 
вводят соответствующее обозначение. Например,  
на рисунке 3.5 приведена функция от двух пере-
менных и две ее производные по каждому из аргу-
ментов. Вектор, составленный из производных 
функции по каждому из ее аргументов, и называ-
ется градиентом, мы будем обозначать его просто 
штрихом над функцией, как обозначаем у функций 
одной переменной обычную производную.

Рисунок 5. Функция от двух переменных и две ее производные по каждому из аргументов. 

Градиент обладает тем свойством, что в 
многомерном пространстве аргументов функции 
он указывает направление скорейшего роста 
функции (т. е. ровно противоположеное тому, 
которое нужно для поиска минимума). Отсюда 
можно вывести формулу (рисунок 6) для простей-
шего варианта градиентного спуска примени-

тельно к сумме S, в ней в качестве нового значе-
ния весов w принимается старое значение w, из 
которого вычли градиент, умноженный на некото-
рую величину a, определяемую каким-то образом 
на каждом шаге или фиксированную, задающую 
размер шага градиентного спуска. Процесс может 
начинаться с произвольной точки w

0
.

 

Рисунок 6. Формула для простейшего варианта градиентного спуска 
применительно к сумме S. 



144  ПРАВО и УПРАВЛЕНИЕ  -  № 4  - 2026

Заметим, что у нейросети, имеющей милли-
арды весов, число локальных минимумов может 
быть гигантским. Искать среди них «самый мини-
мальный» минимум нецелесообразно, достаточно 
выбрать какой-то, в котором значение S уже 
достаточно мало, т. е., другими словами, остано-
виться на значениях весов, при которых нейро-
сеть f работает уже вполне удовлетворительно. 
Тем не менее, даже нахождение такого доста-
точно эффективного набора весов, как правило, 
требует многих тысяч, миллионов или даже мил-
лиардов итераций градиентного спуска. Как пра-
вило, итерации градиентного спуска группируют 
так, чтобы в процессе обучения использовалась 
каждая единица данных из датасета до того, как 
любая единица данных будет использована в сле-
дующий раз.

Эпоха – несколько итераций градиентного 
спуска, в течение которых все данные из датасета 
были использованы ровно по одному разу. Как 
правило, число итераций градиентного спуска 
исчисляют в эпохах.

Вернемся к формуле (рисунок 2) и обратим 
внимание, что значение суммы S все же зависит 
не только от весов, но также и от значений вход-
ных данных. Если в нашем случае мы будем обу-
чать нейросеть, применяя всегда один и тот же 
набор значений x

1
, x

2
, … x

N
, то получится, что под-

берем хорошие веса конкретно для этих значений 
входных данных, но не гарантируем, что на других 
входных данных нейросеть сработает хорошо. Для 
решения этой проблемы при обучении нейросетей 
на разных шагах градиентного спуска используют 
разные входные данных из датасета. При этом на 
одном шаге градиентного спуска, как правило, 
используются несколько единиц входных данных 
(иначе бы сумма S просто равнялась L).

Батч – набор из нескольких единиц входных 
данных, взятых для выполнения одного шага гра-
диентного спуска.

Батч-сайз/размер батча – количество еди-
ниц данных в батче.

Если выбрать слишком большой батч, то 
влияние разных слагаемых суммы S на конечный 
результат может слишком усреднить значение 
градиента. Если, наоборот, выбрать батч слиш-
ком маленький, разница между данными в раз-
ных батчах может быть настолько велика, что 
направление шагов градиентного спуска будет от 
итерации к итерации меняться в произвольном 
порядке. 
В обоих этих крайних случаях процесс градиент-
ного спуска получается бесполезным. Здесь 
уместна следующая аналогия: если учащемуся 
преподавать некоторую математическую дисци-
плину на занятиях длиной по 10 часов, то к концу 
занятия он уже не будет помнить, что ему объяс-
нили в начале. Напротив, если занятия по 
нескольким дисциплинам сделать длиной пять 
минут и постоянно их чередовать, то постоянные 
переключения с одной дисциплины на другую 
превратят весь преподанный материал в кашу в 
памяти обучающегося, от которой также не будет 
толку. По этой причине на практике выбор пра-
вильного размера батча является одной из важ-
нейших настроек процесса машинного обучения.

Вспомним снова, что нейросеть может 
содержать многие миллионы весов. Чтобы сде-
лать один шаг градиентного спуска, нужно посчи-
тать градиент, т. е. производные по каждому из 
значений весов. Вычисление каждой производной 
численно потребует посчитать функцию f как мини-
мум столько же раз, сколько у нее весов, а запи-
сать формульно выражение производной L при 
очень сложной нейросети f может быть весьма 
затруднительно. Поэтому производные L вычис-
ляют формульно, но по частям. Для этого пользу-
ются правилом взятия производной сложной 
функции (рисунок 7).

Рисунок 7. Правило взятия производной сложной функции. 

Другими словами, для того чтобы найти про-
изводную какой-то сложной функции h, нужно 
действовать так:

1) представить сложную функцию h в виде 
комбинации применения двух функций f и 
g: h(x)=f(g(x));

2) определить производную g’(x) функции g(x);

3) определить производную f ’(x) функции f(x) и 
подставить в нее в качестве аргумента g(x);

4) перемножить два выражения, полученных 
на двух предыдущих шагах.

Заметим также, что формульно выражение f 
’(g(x)) никак не зависит от функции g, в него нужно 
только подставить значение функции g в точке x. 
Можно выполнять вычисления в таком порядке: 
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сначала посчитать значение g(x), потом значение f 
(g(x)), потом f ’(g(x)) (это можно, ведь значение g(x) 
уже посчитано), потом g’(x) и, в конце концов, h’(x). 
При этом порядке получается, что вычисление зна-
чения h(x) выполняется в порядке от внутренней 
функции к внешней, а значения h’(x) – от внешней 
функции к внутренней (подобно тому, как мат-

решка разбирается от большей куклы к меньшей и 
собирается от меньшей к большей). Это позволяет 
применять правило вычисления производной 
сложной функции «в глубину». Представим себе 
некоторую сложную нейросеть f в виде последова-
тельности применения нескольких функций f

i
 и 

значений весов w
i
. (рисунок 8).

Рисунок 8. Сложная нейросеть. 

Воспользуемся правилом вычисления про-
изводной сложной функции по x, для этого мы 
последовательно посчитаем значения f

1
, f

2
, f

3
 и т. 

д., а потом последовательно, но в обратном 
порядке, значения производных L’, f ’

n
, f ’

n-1
 и т. д. 

Представим себе, что происходит в момент, когда 
мы вычисляем производную для некоторой функ-

ции f
i
, получающей на вход несколько значений x

ij
 

и весов w
iz
 и выдающей несколько выходных зна-

чений y
ik
. Согласно правилу вычисления произ-

водной сложной функции, производные лосса L 
по x

ij
, y

ik
 и w

iz
 связаны следующим образом (рису-

нок 9).

Рисунок 9. Правила вычисления производной сложной функции. 

В первой формуле последнее выражение 
означает «производная y

ik
 по весу w

iz
», во второй 

формуле последнее выражение означает «произ-
водная y

ik
 по весу x

ij
». эти производные вычисля-

ются из формулы функции f
i
, поскольку именно с 

ее помощью значения y
ik
 вычисляются из значе-

ний x
ij
. Вспомним теперь, что при вычислении 

производной L по x можно сначала в прямом 
порядке посчитать значения функций f

i
, а потом в 

обратном – их производные. Тогда получается, 
что к моменту вычислений по формуле (рисунок 
9) значения производных L по y

ik
 уже вычислены. 

Другими словами, при известном выражении f
i
 

для вычисления производной L по x
ij 
и w

iz
 доста-

точно знать значения производной L по y
ik
. Обра-

тим внимание, что вычисленные значения произ-
водных L по входным значениям x

ij
 будут для 

функции f
i-1

 являться значениями производных L 
по ее выходным значениям. Это позволяет после 
вычислений по формуле (рисунок 9) для функции 
f
i
 перейти к аналогичным вычислениям для функ-

ции f
i-1

, потом для f
i-2

, и так далее. Именно этим 
способом и вычисляют градиент для очень слож-
ных функций f.

Метод обратного распространения ошибки/
back propagation – способ вычисления градиента, 
заключающийся в том, что нейросеть рассматри-
вают как сложную функцию, состоящую из 
нескольких простых, и вычисляют производные 

лосса по весам последовательно, от простой 
функции к простой функции в порядке от самой 
внешней к самой внутренней. Каждая такая про-
стая функция называется слоем.

Слой /layer – составной элемент нейросети. 
Каждая нейросеть состоит из нескольких слоев, 
чаще всего выстроенных последовательно, а ино-
гда параллельно. При использовании метода 
обратного распространения ошибки вычисления 
градиента выполняются послойно.

Невязки слоя – значения производной лосса 
по выходным значениям слоя. Иногда для удобства 
значения невязок самого слоя называют выход-
ными невязками (так как они соответствуют выход-
ным значениям слоя), а значения невязок предыду-
щего слоя – входным невязками (так как они соот-
ветствуют входным значениям).

Если выходные значения слоя используются 
в нескольких разных слоях, то производные 
лосса по соответствующим выходным значениям 
слоя будут содержать слагаемые, вычисляемые на 
основе каждого из зависимых слоев. Для того, 
чтобы научиться применять метод обратного рас-
пространения ошибки, не нужно обладать абсо-
лютно никакими знаниями, достаточно как следует 
вдуматься в правило вычисления производной 
сложной функции и поупражняться в нем.

Вспомним снова, что для вычисления значе-
ний производных все же сначала нужно посчи-
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тать значения результатов вычислений для всех 
слоев. Эти вычисления выполняются в порядке от 
первого (вложенного, принимающего входные 
данные нейросети) к последнему (передающему 
значения в лосс), а вычисления производных – в 

обратном порядке (рисунок 10). При желании 
вычисления невязок r

i
 (зеленые стрелки) могут 

быть полностью выполнены до вычислений непо-
средственно значений градиента (оранжевые 
стрелки).

Рисунок 10. Вычисления производных в обратном порядке. 

Прямой ход – последовательность вычисле-
ний, начинающаяся подстановкой в нейросеть 
входного значения и заканчивающаяся вычисле-
нием значения функции L.

Обратный ход – последовательность вычис-
лений невязок. Иногда к обратному ходу относят 
также вычисления непосредственно значений 
градиента.

На практике входные и выходные значения 
функций чаще всего многомерны, соответ-
ственно, многомерны и значения невязок. Прак-
тическое составление формулы вычислений 
обратного хода для некоторого слоя может быть 
затруднительно, особенно если слой записан не в 
виде математической формулы, а в виде про-
граммного кода. Для самопроверки в этих слу-
чаях следует воспользоваться следующим прави-
лом: если некоторое выходное значение на слое 
зависит от некоторого входного, то между соот-
ветствующими им значениями входных и выход-
ных невязок также есть зависимость, но в обрат-
ном порядке.

Следует помнить, что для вычислений 
обратного хода требуются выходные значения 
всех слоев. Если нейросеть f состоит из большого 
числа слоев, для ее обучения градиентным спу-
ском потребуется хранить большой объем про-
межуточных данных. Если, как это чаще всего и 
бывает, лосс вычисляется по целому батчу вход-
ных данных, то промежуточные значения при-
дется хранить одновременно.

Нейросети, применяемые на практике, 
редко состоят из 2–3 слоев, а гораздо чаще из 
10–100. Каждый слой fi может быть реализован в 
виде вызова функции программы, при чем одина-
ковые или похожие слои могут реализовываться 
одной функцией, что делает программную реали-

зацию обратного распространения ошибки осо-
бенно удобной. Деление на слои, как правило, 
выбирается исходя из удобства их программной 
реализации, однако теоретически оно может 
быть каким угодно. На практике в мировом сооб-
ществе для каждого типа нейросетей со време-
нем устаканивается общее представление о типо-
вых слоях, но это однозначно происходит только 
для наиболее простых конструкций, в связи с чем 
разные разработчики могут называть слоями 
разные вещи и по-разному делить одну и ту же 
нейросеть на слои.
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